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Chapitre 1

Introduction

Qu’est-ce que l’économétrie ? À quoi sert - elle ?

– validation de la théorie économique

– investigation

a. mise en évidence de relation entre les variables

b. inférence statistique

c. prévision

Ce cours consiste en trois chapitres

a. Régression linéaire simple (données quantitatives)

b. Régression linéaire multiple (données quantitatives)

c. Analyse de la variance (données qualitatives)

Quelques exemples

Ces donnés sont disponibles dans le logiciel R sous les noms : sunspot.year, AirPas-
sengers et chickwts.

1. Les taches solaires : superposition de deux phénomènes périodiques

> plot(sunspot.year)

> points(sunspot.year)
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2. Le nombre de passagers : augmentation de moyenne + dispersion croissante

> x11()

> par(mfrow=c(2,1))

> plot(AirPassengers,type="l")

> plot(AirPassengers[1:50],type="l")
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– Vocabulaire : tendance, composante périodique/saisonnalité/composante saisonnière

– Modèle classique : Xt = mt + st + εt, t = 1, . . . , n.
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– L’extraction de tendance

Xt = mt + εt, IE εt = 0, t = 1, . . . , n. (modèle sans saisonnalité)

Méthode 1 : moyennes mobiles (MA)
Pour q entier non-négatif, on calcule la composante de tendance mt en utilisant l’esti-

mateur suivant

m̂t =
1

2q + 1

q∑
j=−q

Xt−j, q + 1 ≤ t ≤ n− q,

où Xt = X1 pour t < 1 et Xt = Xn pour t > n.
Méthode 2 : lissages exponentiels (MA avec la pondération décroissante exponentiel-

lement)
Pour α ∈ [0, 1] fixé, on calcule la composante de tendance mt en utilisant l’estimateur

suivant
m̂t = αXt + (1− α)m̂t−1, t = 2, . . . , n,

m̂1 = X1.

La solution de ces équations récurrentes est

m̂t =
t−2∑
j=0

α(1− α)jXt−j + (1− α)t−1X1, t ≥ 2.

Méthode 3 : moindre carré
On estime la composante de tendance mt par minimiser la distance entre les observa-

tions et la tendance, c.a.d.

m̂t = argmin

n∑
t=1

(Xt −mt)
2.

– La désaisonnalisation

Xt = st + εt, IE εt = 0, st+d = st et
d∑
j=1

sj = 0, t = 1, . . . , n. (modèle sans tendance)

Méthode 1 : Supposons que d = 2q. On estime la saisonnalité sk en utilisant la moyenne
des observations {Xk+jd, q < k + jd ≤ n− q}, k = 1, . . . , d.

Méthode 2 : On peut obtenir une série temporelle désaisonnalisée en prenant Yt =

Xt −Xt−d, d < t < n.

> plot(decompose(AirPassengers))
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Decomposition of additive time series

3. Masses de poulets en fonction de leur alimentation : analyse de la variance à un
facteur

On veut tester s’il y a un effet du type de nourriture. Pour savoir quels sont les
types de nourriture qui diffèrent des autres, on utilise la fonction TukeyHSD (Tukey’s
Honest Significant Difference). Les résultats sont montrés dans les figures et le tableau
suivant. Tous les intervalles de confiance qui ne recoupent pas 0 révèlent des différences
significatives d’effets.

Nourriture Traduction
casein caséine
horsebean fève
linseed graine de lin
meatmeal farine animale
soybean soja
sunflower tournesol

> plot(weight~feed,data=chickwts)

> aov.chickwts<-aov(weight~feed,data=chickwts)

> hsd.chickwts<-TukeyHSD(aov.chickwts)

> plot(hsd.chickwts)

> hsd.chickwts
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casein horsebean linseed meatmeal soybean sunflower
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95% family-wise confidence level

Differences in mean levels of feed

Tukey multiple comparisons of means

95% family-wise confidence level

Fit: aov(formula = weight ~ feed, data = chickwts)

$feed

diff lwr upr p adj

horsebean-casein -163.383333 -232.346876 -94.41979 0.0000000

linseed-casein -104.833333 -170.587491 -39.07918 0.0002100

meatmeal-casein -46.674242 -113.906207 20.55772 0.3324584

soybean-casein -77.154762 -140.517054 -13.79247 0.0083653

sunflower-casein 5.333333 -60.420825 71.08749 0.9998902

linseed-horsebean 58.550000 -10.413543 127.51354 0.1413329

meatmeal-horsebean 116.709091 46.335105 187.08308 0.0001062

soybean-horsebean 86.228571 19.541684 152.91546 0.0042167

sunflower-horsebean 168.716667 99.753124 237.68021 0.0000000

meatmeal-linseed 58.159091 -9.072873 125.39106 0.1276965

soybean-linseed 27.678571 -35.683721 91.04086 0.7932853

sunflower-linseed 110.166667 44.412509 175.92082 0.0000884

soybean-meatmeal -30.480519 -95.375109 34.41407 0.7391356

sunflower-meatmeal 52.007576 -15.224388 119.23954 0.2206962

sunflower-soybean 82.488095 19.125803 145.85039 0.0038845
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Chapitre 2

Régression linéaire simple

2.1 Les principaux modèles utilisés en économétrie

Linéaire : y = ax+ b

Log-linéaire : y = bxa

Exponentiel : y = exp(ax+ b)

Logarithmique : y = a lnx+ b

Hyperbolique : y = a
x−x0 + y0

Logistique : y = ymin + ymax−ymin

1+exp(ax+b)

Parabolique : y = ax2 + bx+ c

Linéarisation

Log-linéaire : y = bxa —> ln y = a lnx+ ln b

Exponentiel : y = exp(ax+ b) —> ln y = ax+ b

Logarithmique : y = a lnx+ b

Hyperbolique : y = a
x−x0 + y0

Parabolique : y = ax2 + bx+ c —> y = a(x− x0)2 + y0

Logistique : y = ymin + ymax−ymin

1+exp(ax+b)
—> ln ymax−y

y−ymin
= ax+ b

2.2 Un jeu de données

On considère un jeu de données (Y,X) où Y représente la tension artérielle et X re-
présente l’âge.
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Y 114 124 143 158 166
X 35 45 55 65 75
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Commentaires du graphique :

– La tension artérielle augmente avec l’âge.

– Les points du graphe sont presque alignés.

2.2.1 Modèle et estimation

Nous proposons le modèle suivant :

Yi = µ+ βXi + εi, i = 1, . . . , n.

Postulats du modèle : pour tous i = 1, . . . , n

– IE (εi) = 0

– Var (εi) = σ2

– εi sont i.i.d. de loi gaussienne.

– Xi sont déterministes.

La méthode des moindres carrés ordinaires (MMCO) consiste à déterminer les valeurs
µ et β en minimisant la somme des carrés résiduelle (SCR).

SCR (µ, β) :=
n∑
i=1

(Yi − (µ+ βXi))
2.
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Les solutions de MMCO sont les suivantes.

β̂ =

∑n
i=1(Yi − Ȳ )(Xi − X̄)∑n

i=1(Xi − X̄)2
, µ̂ = Ȳ − β̂X̄,

où X̄ := 1
n

∑n
i=1Xi et Ȳ := 1

n

∑n
i=1 Yi.

Quelques notations :
– Ŷi = µ̂+ β̂Xi

– ε̂i = Yi − Ŷi
– σ̂2 = 1

n−2

∑n
i=1(Yi − Ŷi)2

Remarque 1. Le coefficient n− 2 de σ̂2 peut s’expliquer par la règle : le nombre de
données (ici n) moins le nombre de paramètres du modèle (ici 2). Cette renormalisation a
pour but d’obtenir un estimateur sans biais de σ2, c.a.d. IE (σ̂2) = σ2. En effet,

∑n
i=1(Yi−

Ŷi)
2 est une variable aléatoire de loi σ2χ2(n− 2).
Propriétés des estimateurs :
– IE (µ̂) = µ et IE (β̂) = β

– Var (β̂) = σ2∑n
i=1(Xi−X̄)2

et Var (µ̂) =
σ2

∑n
i=1X

2
i

n
∑n
i=1(Xi−X̄)2

– Cov (µ̂, β̂) = − σ2X̄∑n
i=1(Xi−X̄)2

Sortie d’exemple traité par R

Call:

lm(formula = tension ~ age, data = Tens)

Residuals:

1 2 3 4 5

0.6 -3.2 2.0 3.2 -2.6

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 65.1000 5.8284 11.17 0.001538 **

age 1.3800 0.1026 13.45 0.000889 ***

---

Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Residual standard error: 3.246 on 3 degrees of freedom

Multiple R-squared: 0.9837,Adjusted R-squared: 0.9782

F-statistic: 180.8 on 1 and 3 DF, p-value: 0.0008894
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Exercice 1. Réécrivez le modèle en utilisant les résultats de régression.

2.2.2 Analyse de la variance

Table d’analyse de la variance

Source Somme des carrés Degré de liberté Carré moyen
expliquée

∑n
i=1(Ŷi − Ȳ )2 := SCE 1 SCE

résiduelle
∑n

i=1(Yi − Ŷi)2 := SCR n− 2 SCR /(n− 2)

totale
∑n

i=1(Yi − Ȳ )2 := SCT n− 1 SCT /(n− 1)

Équation d’analyse de variance : SCT = SCE + SCR
Coefficient de détermination : R2 = SCE

SCT
Remarque 2. Ce coefficient est toujours compris entre 0 et 1. Il est un instrument

de mesure de la qualité de l’ajustement, par le modèle linéaire et des données observées.
Plus il est proche de 1, mieux cela vaut.

Sortie d’exemple traité par R

Analysis of Variance Table

Response: tension

Df Sum Sq Mean Sq F value Pr(>F)

age 1 1904.4 1904.40 180.8 0.0008894 ***

Residuals 3 31.6 10.53

---

Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Exercice 2. Vérifiez l’équation d’analyse de variance. Le modèle permet il de bien
expliquer les variations de la variable expliquée ? Que signifie-t-il le coefficient de déter-
mination ?

Remarque 3. Pour sélectionner une spécification qui colle le mieux aux données, la
comparaison directe entre deux R2 du modèle différent peut être fortement trompeuse.

2.2.3 Calcul du pseudo-R2

Supposons que vous hésitez entre une spécification linéaire et une spécification log-
linéaire. La tentation est forte de comparer R2 du modèle linéaire à R2 du modèle log-
linéaire linéarisé. En utilisant le jeu de données disposé, nous montrons que le procédé
n’est qu’approximatif.
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On modifie une observation de tension dans l’exemple “âge-tension”, et refait la régres-
sion. Le coefficient R2 obtenu est 0.9885.

Y 114 124 143 156 166
X 35 45 55 65 75

On modélise ensuite les données par le modèle log-linéaire, c’est-à-dire on applique
la MMCO sur les données suivantes et estime les paramètres µ et β du modèle lnYi =

µ+ β lnXi + εi. Le coefficient R2 obtenu est 0.9865.
lnY 4.74 4.82 4.96 5.05 5.11
lnX 3.56 3.81 4.01 4.17 4.32

On ne peut pas conclure que le modèle linéaire simple est meilleur que le modèle log-
linéaire, parce qu’on compare deux choses différentes : R2 du modèle linéaire est la part
expliquée de la variance de Y , tandis que celui du modèle log-linéaire est la part expliquée
de la variance du logarithme de Y . Pour rendre la comparaison correcte, on calcule la part
de la variance de Y qui est expliquée par le modèle log-linéaire de façon suivante.
Y ′i = exp(l̂nYi) On passe de la valeur prévue du logarithme de Y à la

valeur correspondante pour Y .
SCR′ =

∑5
i=1(Yi − Y ′i )2 La SCR est calculée à partir des écarts entre la valeur

observée de Y et la valeur ainsi prévue.

Pseudo-R2 = 1− SCR′

SCT = 0.9886 La SCT doit être lu dans les sorties du modèle linéaire !
C’est ce coefficient qu’il faudrait en toute rigueur comparer au R2 du modèle linéaire.

Remarque 4. Rien n’implique la moyenne des ε′i = Yi − Y ′i soit nulle, ni dit que la
variance de Y se décompose additivement en Var (Y ′)+Var (ε′). Il n’est donc plus possible
de considérer que la mesure du pouvoir explicatif du modèle est complément à 1 de la
mesure de son degré d’imprécision. C’est-à-dire l’équation d’analyse de variance n’est plus
établie. Il faut alors faire un choix. Comme notre but est de voir si le modèle log-linéaire
donne des prévisions plus précises des valeurs constatées de Y que le modèle linéaire, c’est
l’aspect imprécision qu’il faut privilégier. Ceci conduit à la définition d’un pseudo R2 pris
égal au complément à 1 du degré d’imprécision.

Remarque 5. Sachez que le procédé de comparaison n’est qu’approximatif, une
faible différence de R2 n’a pas de signification.

2.2.4 Test sur la nullité de la pente β

On va tester l’hypothèse suivante.

H0 : β = 0 contre H1 : β 6= 0.

Deux tests vont permettre de décider quelle hypothèse choisir.
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Test de Student

Sachant que β̂ est un estimateur gaussien, et compte tenu du fait que t̂ = β̂−β√
Var (β̂)

suit une loi de Student, la règle de décision à appliquer vient immédiatement

H0 ⇔ |t̂| =
|β̂|√
Var (β̂)

≤ tα avec α = IP (|tn−2| > tα).

Dans les sorties de l’estimation des paramètres en R la valeur de “Pr(> |t|)” donne
directement le résultat de ce test. C’est un indicateur de plausibilité de l’hypothèse H0 qui
prend une valeur comprise entre 0 et 1. Plus cette valeur est élevée, plus il sera raisonnable
de retenir l’hypothèse H0.

– significative dès lors que “Pr(> |t|)” < 0.05

– très significative dès lors que “Pr(> |t|)” < 0.01

– hautement significative dès lors que “Pr(> |t|)”< 0.001

Test de Fisher

Ce test se fonde sur l’équation d’analyse de variance

SCT = SCE + SCR .

Sous les hypothèses de la MMCO, on peut démontrer que

IE

(
SCR
n− 2

)
= σ2.

On peut démontrer aussi que

H0 : β = 0⇔ IE (SCE ) = σ2 et que H1 : β 6= 0⇔ IE (SCE ) > σ2.

In en résulte l’équivalence absolue des deux couples d’hypothèses suivantes.

H0 : β = 0⇔ H0 :
IE (SCE )(n− 2)

IE (SCR )
= 1

H1 : β 6= 0⇔ H1 :
IE (SCE )(n− 2)

IE (SCR )
> 1

Prenons la statistique de test

F̂ = (n− 2)
SCE
SCR

.
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On peut démontrer que cette statistique suit une loi de Fisher à (1, n−2) degrés de liberté.
La règle de décision s’écrit finalement

H0 ⇔ F̂ ≤ Fα avec α = IP (F (1, n− 2) > Fα).

Dans les sorties de l’analyse de la variance en R la valeur de Pr(> F ) donne directement
le résultat de ce test. C’est un indicateur de plausibilité de l’hypothèse H0 qui prend une
valeur comprise entre 0 et 1. Plus cette valeur est élevée, plus il sera raisonnable de retenir
l’hypothèse H0.

Remarque 6. Équivalence des tests de Student et de Fisher :

t̂2 = F̂

Il n’y a aucune déférence entre la règle de décision de Student et celle de Fisher dans le
cas du modèle à une variable explicative.

2.3 Rappel aux tests statistiques

Un test statistique permet de décider entre deux hypothèses H0 et H1. Cette décision
se fera à partir d’une réalisation d’un échantillon. On associe à un test un niveau α, ou
risque de première espèce (généralement entre 1% et 10%). Une fois que le niveau α est
fixé on peut en déduire la région de rejet.

2.3.1 Construction d’un test

1. Choix du niveau α
Un choix standard est α = 5%. Pour savoir plus sur cette norme officieuse, voir la

section 2.4 “La canonisation du 5%” dans [1].
2. Choix des hypothèses H0 et H1

On veut tester l’appartenance du paramètre θ à un ensemble de valeurs Θ0. On forme
donc le test

H0 : θ ∈ Θ0 contre H1 : θ ∈ Θ1,

où Θ0 ∩Θ1 = ∅. Une hypothèse est dite simple si elle est associée à un singleton, c’est-à-
dire H0 : θ = θ0 ou H1 : θ = θ1, sinon elle sera dite multiple, ou bien composite. Si H1 est
multiple de la forme θ > θ0 ou θ < θ0, on parlera de test unilatéral. Si H1 est multiple de
la forme θ 6= θ0 on parlera de test bilatéral.
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3. Choix de la statistique de test
La statistique est une quantité calculée à partir d’un échantillon qui suit une loi connue

sous l’hypothèse H0. On note T “la statistique théorique” – la variable aléatoire qui suit
la loi de statistique choisie, T̂ “la statistique empirique” – la statistique calculée à partir
de la réalisation de l’échantillon.

4. Détermination de la région de rejet
La région de rejet, notée W , est l’ensemble de valeur auquel la statistique choisie

appartient sous l’hypothèse H0 avec la probabilité égale à α, i.e.

IP (T ∈ W |H0) = α.

Autrement dit si H0 est vraie la statistique T a peu de chance d’être dans W . Donc si
la statistique calculée T̂ fait partie de W , on a la raison suffisante pour rejeter H0, d’où
vient le nom “la région de rejet”.

5. Conclusion pour la réalisation de l’échantillon
On calcule la statistique T̂ et compare avec la région de rejet ; La décision est prise de

façon suivante. {
rejet de H0 si T̂ ∈ W,
acceptation de H0 si T̂ /∈ W.

Remarque 7. Un test a le plus souvent pour but de rejeter H0 plutôt que de choisir
entre deux hypothèses, puisque accepter H0 ne veut pas dire que cette hypothèse
est vraie mais qu’il n’y pas de raison suffisante pour la rejeter. Rejeter H0

est donc beaucoup riche en information que l’accepter. C’est pour cela que dans
le cas de rejet on dit que le test est significatif. Les deux hypothèses ne sont donc pas
interchangeables.

Un exemple simple est présenté ci dessous pour illustrer la construction d’un test et
en séduire l’intérêt de la notion P-value.

2.3.2 Exemple simple

On dispose d’un échantillon gaussien X1, . . . , Xn de loi N (µ, σ2) avec µ inconnu et on
veut réaliser le test suivant,

H0 : µ = m contre H1 : µ 6= m,

pour une valeurm donnée. On choisit intuitivement 1 la statistique de test X̄ = 1
n

∑n
i=1Xi.

On sait que sous H0, X̄ est distribuée suivant une loi gaussienne N (µ, σ2/n), ainsi
√
n
σ

(X̄−

1. On peut bien sûr choisir une autre statistique, par exemple X1. Qu’obtient-on ?
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m) ∼ N (0, 1). Soit un niveau α = 5%. On trouve dans la table de loi gaussienne centrée
et réduite le quantile q97.5% = 1.96, i.e.

IP (

√
n

σ
(X̄ −m) < 1.96 |H0) = 0.975.

Puisque le test est bilatéral, on déduit

IP (

√
n

σ
|X̄ −m| ≥ 1.96 |H0) = 0.05,

ainsi,
IP (X̄ ∈ (−∞,m− 1.96σ/

√
n) ∪ (m+ 1.96σ/

√
n,∞) |H0) = 0.05.

La région de rejet est donc

W = (−∞,m− 1.96σ/
√
n) ∪ (m+ 1.96σ/

√
n,∞).

Notons ˆ̄X la moyenne empirique calculée à partir d’une réalisation de l’échantillon. La
décision est la suivante.{

rejet de H0 si ˆ̄X < m− 1.96σ/
√
n ou ˆ̄X > m+ 1.96σ/

√
n,

acceptation de H0 si m− 1.96σ/
√
n ≤ ˆ̄X ≤ m+ 1.96σ/

√
n.

Cela veut dire qu’on rejettera l’hypothèse H0 : µ = m si la moyenne observée est “loin” de
m. Le niveau α est la probabilité de commettre une erreur qu’on rejette H0 alors qu’elle
est vraie. Autrement dit le risque de rejeter à tort l’hypothèse nulle est 5%.

Remarquons que la région de rejet est liée au choix du niveau α. Pour un niveau
α = 10% on obtient la région de rejet suivante

W = (−∞,m− 1.64σ/
√
n) ∪ (m+ 1.64σ/

√
n,∞),

qui inclut celle de α = 5%. Ainsi pour tous

ˆ̄X ∈ (m− 1.96σ/
√
n,m− 1.64σ/

√
n) ∪ (m+ 1.64σ/

√
n,m+ 1.96σ/

√
n),

l’hypothèse H0 sera rejetée si α = 10%, mais acceptée si α = 5%. C’est-à-dire, la décision
du test dépend non seulement des observations, mais aussi du niveau α. Plus le niveau
choisi est petit, plus il est difficile d’obtenir le résultat significatif.

Rappelons que le niveau α est en fait le risque seuil, en dessous duquel on est prêt à
rejeter H0. Un risque de 5% veut dire que dans 5% des cas quand H0 est vraie, l’expéri-
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mentateur se trompera et la rejettera. Mais le choix du seuil à employer dépendra de la
certitude désirée et de la vraisemblance des alternatives. On souhaite donc d’obtenir le
résultat qui est indépendant du risque seuil et permet de choisir le risque seuil a posteriori.

2.3.3 La P-value

La P-value ou niveau de signification est la valeur critique de α qui fait basculer le
résultat du test. Elle dépend uniquement de la réalisation de l’échantillon et permet de
faire la décision avec le niveau α choisi arbitrairement. On a{

rejet de H0 si α > P-value,
acceptation de H0 si α < P-value.

La P-value est en fait la valeur la plus petite de α qui permet de rejeter H0. Si la P-value
est plus grande que α choisi a priori, le test est non concluant, ce qui revient à dire que
l’on ne peut rien affirmer. Prenons l’exemple du test bilatéral présenté précédemment, la
P-value peur être calculée,

P-value = IP

(√
n

σ
|X̄ −m| ≥

√
n

σ
| ˆ̄X −m|

∣∣∣∣ H0

)
.

C’est la probabilité, en supposant que H0 est vraie, d’obtenir une valeur de la variable de
décision |X̄ −m| au moins aussi grande que la valeur de la statistique que l’on a obtenue
avec notre échantillon | ˆ̄X −m|. Puisque sous H0, on a

√
n
σ

(X̄ −m) ∼ N (0, 1). En notant
N (0, 1) une variable aléatoire gaussienne standard, on a

P-value = IP

(
|N (0, 1)| ≥

√
n

σ
| ˆ̄X −m|

)
.



Chapitre 3

Régression linéaire multiple

Notre but est d’étudier la relation de détermination de Y par k variables explicatives
X(1), . . . , X(k),

Yi = µ+ β1X
(1)
i + β2X

(2)
i + · · ·+ βkX

(k)
i + εi, i = 1, . . . , n.

Il s’en suit l’écriture matricielle suivante


Y1

...
Yn

 =


1 X

(1)
1 X

(2)
1 · · · X

(k)
1

...
...

...
...

1 X
(1)
n X

(2)
n · · · X

(k)
n




µ

β1

...
βk

+


ε1

...
εn


ou encore

Y = Xθ + ε avec θ =


µ

β1

...
βk

 et X =


1 X

(1)
1 X

(2)
1 · · · X

(k)
1

...
...

...
...

1 X
(1)
n X

(2)
n · · · X

(k)
n

 .

3.1 Le modèle linéaire en 4 formules

Les 4 formules fondamentales sont issues de la minimisation en θ de la somme des
carrés résiduelle (SCR), somme qui peut s’écrire matriciellement sous la forme

SCR (θ) = ‖Y −Xθ‖2 = (Y −Xθ)′(Y −Xθ).

On a alors

17
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– θ̂ = (X ′X)−1X ′Y

– IE (θ̂) = θ

– Var (θ̂) = σ2(X ′X)−1

– SCR (θ̂) = ‖Y − Ŷ ‖2 est une variable aléatoire indépendante de θ̂ et suit une loi
σ2χ2(n− k − 1).

Nous allons utiliser le théorème de Pythagore et le théorème de Cochran pour démon-
trer la 4ème formule

Pour démontrer la 4ème formule, nous

3.1.1 Transformations linéaires sur les variables

Notons

Ỹi = aYi + b, X̃i
(j)

= ajX
(j)
i + bj, j = 1, . . . , n,

et supposons que la relation de détermination de Ỹ par X̃(j) s’écrit de façon suivante

Ỹi = µ̃+ β̃1X̃i
(1)

+ β̃2X̃i
(2)

+ · · ·+ β̃kX̃i
(k)

+ ε̃i, i = 1, . . . , n.

Il est facile de montrer que la relation entre les paramètres du modèle initial et ceux du
modèle transformé est la suivante

µ = (µ̃− b+ β̃1b1 + · · ·+ β̃kbk)/a

et

βj = β̃jaj/a.

Remarque 8. Le centrage ne modifie pas la valeur des coefficients estimés des va-
riables. Par contre le terme constant estimé du modèle en variables centrées n’est pas le
même que celui du modèle initial. Il est d’ailleurs forcément égal à 0.

Exercice 3. Démontrer la remarque précédente.

Notons

Ỹi = Yi − Ȳ , X̃i
(j)

= X
(j)
i −X(j), j = 1, . . . , k, i = 1, . . . , n.

D’après la remarque 8 nous avons

Ỹi = β1X̃i
(1)

+ β2X̃i
(2)

+ · · ·+ βkX̃i
(k)

+ ε̃i, i = 1, . . . , n.
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L’intérêt du travail en variable centrées est d’obtenir une matrice X̃ ′X̃ plus simple. On a

X̃ ′X̃ =

(
n 0

0 nVar (X)

)
(1)

où Var (X) est la matrice des variances covariances des variables X(j).
Exercice 4. Démontrer l’expression (1).

Le travail en variables centrées-réduites

Notons cette fois ci

Ỹi = (Yi − Ȳ )/σY , X̃i
(j)

= (X
(j)
i −X(j))/σX(j) , j = 1, . . . , k, i = 1, . . . , n.

Comme les variables sont centrées, l’estimation du terme constant est nulle. Nous ne
nous intéressons qu’aux coefficients des variables et à la partie de la matrice X̃ ′X̃ qui les
concerne. Appelons ˆ̃θ le vecteur de ces coefficients estimés, i.e.,

ˆ̃θ =


ˆ̃β1

...
ˆ̃βk

 .

Il est facile de montrer que, dans ce cas, la formule d’estimation des coefficients peut
s’écrire

ˆ̃θ = Cor (X)−1Cor (Y,X)

où Cor (X) est la matrice des coefficients de corrélation linéaire des variables explicatives
prises deux à deux, et Cor (Y,X) est le vecteur des coefficients de corrélation linéaire
simple entre Y et chacune des variables X(j).

Remarque 9. La valeur des coefficients d’une égression dépend de l’unité de mesure
des variables. L’intérêt de la réduction des variables est d’éliminer l’influence, sur la valeur
des coefficients, des conventions d’unités qui portent sur les mesures des variables, et
d’adopter pour toutes les variables une échelle commune libellée en unité d’écart-type de
chaque variable.

3.2 La valeur explicative du modèle dans les données

Coefficient de détermination multiple : R2 = SCE
SCT
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Coefficient de détermination partielle : Le coefficient de détermination partielle associé
à une variable quelconque est la part de la variance laissée inexpliquée par les autres
variables qui est expliquée grâce à l’introduction de la variable étudiée.

Calcul

– Une première régression en l’absence de la variable étudiée X(j). On a

SCT 1 = SCE 1 + SCR 1 (modèle 1).

– Une seconde régression en prenant toutes les variables, la variable étudiée X(j) com-
prise. On a

SCT 2 = SCE 2 + SCR 2 (modèle 2).

Le coefficient de détermination partielle associé àX(j) est défini par la formule suivante

R2
(j) =

SCE 2 − SCE 1

SCR 1

.

SCR 1 : ce qui n’est pas expliqué par la première régression (en l’absence de X(j)).

SCE 2 − SCE 1 : le supplément d’explication apporté par X(j).

Remarque 10. Ce coefficient est compris entre 0 et 1. Une valeur nulle indique que
la variable X(j) n’apporte rien de plus à l’explication de Y . Une valeur unitaire indique,
au contraire, que cette varaible explique tout ce qui restait à expliquer.

Remarque 11. D’ailleurs, on a aussi

R2
(j) =

SCR 1 − SCR 2

SCR 1

=
R2

modèle 2 −R
2

modèle 1
1−R2

modèle 1
.

Une valeur unitaire de R2
(j) implique que le coefficient de détermination du modèle 2,

R2

modèle 2, est égal à 1. Si ceci se produit les coefficients de détermination partielle de
toutes les varaibles seront égaux à 1.

3.3 Les tests

3.3.1 Le test de significativité globale

H0 : aucune des variables n’a d’action sur Y ⇔ ∀j ∈ {1, . . . , k} , βj = 0.

H1 : au moins une des variables a une action sur Y ⇔ ∃j ∈ {1, . . . , k} , tel que βj 6=
0.
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H0 ⇔ F̂ =
n− k − 1

k

SCE
SCR

≤ Fα avec α = IP (F (k, n− k − 1) > Fα)

3.3.2 Le test de significativité partielle

H0 : X(j) n’a pas d’action sur Y ⇔ βj = 0.

H1 : X(j) a une action sur Y ⇔ βj 6= 0.

Test de Student

H0 ⇔ t̂j =
|β̂j|√
Var (β̂j)

≤ tα avec α = IP (|tn−k−1| > tα)

Test du Fisher partiel

H0 ⇔ F̂j =
SCE 2 − SCE 1

SCR 2

(n− k − 1) ≤ Fα avec α = IP (F (1, n− k − 1) > Fα)

La section 3.5 présente les paradoxes possibles de la significativité partielle et le pro-
blème de la colinéarité statistique.

3.4 Autres utilisations du test de Student

Il peut être intéressant de tester la position des paramètres par rapport à des valeurs
particulières, ce qu’autorise le test de Student, comme l’indique le tableau ci dessous.

test unilatéral droit

H0 : θ = θ0 contre H1 : θ > θ0

W =
{
t̂ = θ̂−θ0

σ̂θ̂
> tα

}
avec α = IP (tn−k−1 > tα)

test unilatéral gauche

H0 : θ = θ0 contre H1 : θ < θ0

W =
{
t̂ = θ̂−θ0

σ̂θ̂
< tα

}
avec α = IP (tn−k−1 < tα)

test bilatéral

H0 : θ = θ0 contre H1 : θ 6= θ0

W =
{
t̂ = |θ̂−θ0|

σ̂θ̂
> tα

}
avec α = IP (|tn−k−1| > tα)
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La notation θ désigne le coefficient βj de la variable X(j) ou le terme constant µ du
modèle linéaire estimé par la MMCO.

Remarque 12. Par symétrie de la loi de Student, on a

α = IP (tn−k−1 > tα) = IP (tn−k−1 < −tα).

Ainsi dans le test unilatéral gauche, la région de rejet peut s’écrireW =
{
t̂ = θ̂−θ0

σ̂θ̂
< −tα

}
avec α = IP (tn−k−1 > tα).

3.5 Colinéarité statistique

Imaginons qu’un modèle soit globalement significatif. Est-il possible que les tests de
significativité partielle se révèlent tous négatifs ? La situation serait paradoxale : globale-
ment significatif veut dire qu’au moins une des variables a une action sur Y ; si tous les
tests partiels sont négatifs, cela signifie qu’on ne trouve aucune variable dont l’action soit
significative. Cette apparente contradiction peut toutefois se rencontrer.

Le problème vient de la colinéarité statistique qui peut exister malencontreusement
entre les variables explicatives. Un exemple nous suffira à illustrer ce fait. Nous avons
recueilli deux séries d’observations sur des variables Y ,X1 etX2. Le nombre d’observations
est le même dans les deux cas (n = 10). Les données figurent dans les tableaux ci-dessous.

Première série d’observations

Y 22.73 21.36 24.09 26.89 24.95 32.88 33.54 31.39 36.85 30.69
X1 10 11 12 13 14 15 16 17 18 19
X2 14 12 11 14 11 18 18 15 15 12

Sorties d’estimation traitée par R

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) -2.6757 3.2989 -0.811 0.444022

X1 1.2413 0.1776 6.990 0.000213 ***

X2 0.9439 0.2082 4.533 0.002689 **

---

Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Residual standard error: 1.539 on 7 degrees of freedom

Multiple R-squared: 0.9327,Adjusted R-squared: 0.9134
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F-statistic: 48.49 on 2 and 7 DF, p-value: 7.918e-05

Deuxième série d’observations

Y 21.99 21.37 24.72 27.16 30.60 31.52 33.35 38.21 33.55 40.29
X1 10 11 12 13 14 15 16 17 18 19
X2 12 11 12 13 16 15 16 17 18 21

Sorties d’estimation traitée par R

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 0.1012 3.1266 0.032 0.9751

x1 1.3180 0.6795 1.940 0.0936 .

x2 0.7327 0.6545 1.119 0.2999

---

Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Residual standard error: 1.896 on 7 degrees of freedom

Multiple R-squared: 0.9327,Adjusted R-squared: 0.9134

F-statistic: 48.48 on 2 and 7 DF, p-value: 7.921e-05

Les deux modèles sont donc tous globalement très significatifs. Les deux coefficients du
modèle 1 sont très significativement différents de 0, tandis qu’aucune des deux variables du
modèle 2 ne semble avoir d’action significative sur Y au seuil 5%. Ce paradoxe du deuxième
modèle s’explique par une forte colinéarité entre X1 et X2. Cette observation n’est pas
casuelle : il est facile de montrer en effet que la covariance entre variables explicatives
accroît la variance de chacun des coefficients de ces variables.

Puisque nous nous intéressons seulement aux coefficients des variables, le plus simple
est de raisonner en variables centrées réduites. On déduit de (1) le bloc de la matrice
X̃ ′X̃ qui concerne les coefficients des variables est nCor (X). Il s’ensuit que la matrice des
variances covariances de ˆ̃θ s’exprime

Var (ˆ̃θ) = Cor (X)−1σ2/n.

Plaçons nous dans le cas où il n’y a que deux variables explicatives et appelons ρ leur
coefficient de corrélation linéaire. Alors on a

Cor (X) =

(
1 ρ

ρ 1

)



24 Régression linéaire multiple

ainsi

Cor (X)−1 =
1

1− ρ2

(
1 −ρ
−ρ 1

)
.

Il s’ensuit que les termes de la diagonale de Var (ˆ̃θ) sont tous de la forme

σ2

n(1− ρ2)
.

Plus grande sera la corrélation entre nos deux variables explicatives, plus grande sera la
variance de leurs coefficients estimés. La colinéarité statistique entre variables explicatives
ne fait donc pas que rendre covariantes les estimations des coefficients des variables, elle
en augmente les variances, ce qui rend plus incertaines ces estimations et peut conduire à
les faire apparaître non-significativement différentes de 0.

Remarque 13. Lorsqu’une variable présente dans une régression n’est pas signifi-
cative, cela ne veut pas nécessairement dire qu’elle n’a pas d’action : son action peut être
réelle mais n’être pas prouvée du fait d’une colinéarité statistique avec les autres variables
également présentes dans cette régression.

3.6 Algorithmes de construction de modèle ne compre-

nant que des variables significatives

3.6.1 Régression descendante

Étape 1 : On part du modèle avec toutes les variables exogènes.
Étape 2 : On écarte la moins significative des variables non-significatives. C’est-à-dire

on teste la significativité de toutes les variables. Si elle est établie, alors ARRÊT. Si non,
on sort la variable dont le t̂ est le plus faible.

Étape 3 : On recommence Étape 2 jusqu’à l’obtention d’un modèle qui ne contienne
que des variables significatives.

3.6.2 Régression ascendante

Étape 1 : On part de rien. On sélectionne la variable qui contribue le mieux à expliquer
la variable $Y$, c.a.d. celle dont le coefficient de corrélation est le plus élevé. On vérifie
avec un test de Fisher si l’apport d’explication de cette variable est significatif. Si non,
alors ARRÊT.

Étape 2 : On sélectionne parmi les variables restantes, celle qui contribuerait le mieux
à expliquer le résidu estimé, c.a.d. celle dont le coefficient de détermination partielle est
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le plus élevé. On vérifie par un test du Fisher partiel que le supplément d’explication est
significatif. Si ce n’est pas le cas, alors ARRÊT.

Étape 3 : On recommence Étape 2 jusqu’à la situation où aucune variable restante
n’apporte un supplément significatif d’explication des variations de Y .

3.7 Étude de cas : CHAMPA

lnY = µ+ β1 lnX(1) + β2 lnX(2) + β3 lnX(3)

Y : la consommation de champagne en volume par personne
X(1) : le revenu par personne
X(2) : le prix du champagne en euro constants
X(3) : le prix des liqueurs et apéritifs en euro constants

Y X1 X2 X3

1 42.53 57.21 76.60 73.60

2 38.73 59.11 80.65 72.91

3 40.00 61.47 86.76 66.97

4 45.39 64.03 85.35 63.20

5 51.74 67.60 84.11 55.08

6 65.39 71.71 81.74 59.20

7 72.38 75.50 80.95 65.60

8 59.04 76.16 91.73 59.54

9 61.26 78.01 96.46 56.80

10 75.55 81.91 95.41 61.25

11 82.53 86.64 96.16 73.02

12 90.47 93.04 98.40 88.91

13 100.00 100.00 100.00 100.00

14 110.47 105.36 99.30 111.42

15 127.93 109.76 97.84 123.31

16 139.04 115.03 95.96 136.91

17 143.80 120.53 104.27 150.62

Dans une première étape, tester le modèle log-linéaire suivant.

lnY = µ+ β1 lnX(1) + β2 lnX(2) + β3 lnX(3)
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1. Le modèle est il globalement significatif ?
2. Quelle est la signification économique des coefficients ? Les coefficients ont-ils un

signe conforme à vos attentes ?
3. Une variable ne doit-elle pas être éliminée ? Laquelle ? Pourquoi ? Est ce que cela

résout le paradoxe du modèle estimé ?

Dans une seconde étape, tester le modèle log-linéaire suivant.

lnY = µ+ β1 lnX(1) + β2 lnX(2)

4. Ce modèle est il statistiquement satisfaisant ?
5. Testez l’hypothèse β1 > 1.
6. Testez l’hypothèse « la baisse des prix du champagne entraîne un progrès de la

consommation en volume ». Peut on dire la même chose de la consommation en valeur ?

Réalisez une régression ascendante.

7. Présentez de manière synthétique les résultats obtenus.
8. La régression ascendante donne t il les mêmes résultats que la régression descen-

dante ? Qu’en concluez-vous ?



Chapitre 4

Analyse de la variance et tests des
résidus estimés

4.1 Un exemple simple

Un forestier s’intéresse aux hauteurs moyennes de trois forêts. Pour les estimer, il
échantillonne un certain nombre d’arbres et mesure leurs hauteurs.

Forêt 1 n1 = 6 23,4 24,4 24,6 24,9 25,0 26,2
Forêt 2 n2 = 5 22,5 22,9 23,7 24,0 24,4
Forêt 3 n3 = 7 18,9 21,1 21,2 22,1 22,5 23,5 24,5

Ces données peuvent être présentées de deux minières équivalentes.
1. On dispose de trois échantillons indépendants et on désire comparer leurs moyennes.
2. On dispose d’un seul échantillon de longueur 18 et d’une variable explicative qua-

litative, ou facteur, le numéro de la forêt. En prenant ce second point de vue, on parle
d’analyse de la variance à un facteur.

4.1.1 Modèle statistique

Soit Yij la hauteur du j ème arbre de la forêt i, soit µi la hauteur moyenne de la forêt
i. Dans ce cadre, un modèle possible est le suivant,

Yij = µi + εij, (1)

où εij est la variabilité de l’arbre j par rapport à la hauteur moyenne de la forêt i.
Si les forêts sont équivalentes, c’est-à-dire la moyenne de la hauteur des arbres est la

même dans chaque forêt, on peut proposer le sous-modèle suivant,

Yij = µ+ εij,

27
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où µ est la valeur commune de µ1, µ2 et µ3.

Comme précédemment, nous allons faire quelques hypothèses sur les εij, pour i =

1, . . . , I et j = 1, . . . , ni,

– IE (εij) = 0

– Var (εij) = σ2

– εij sont i.i.d. de loi gaussienne.

Dans le premier modèle on déduit que la valeur prédite de Yij est

Ŷij = Yi. = µ̂i =
1

ni

ni∑
j=1

Yij,

où ni est le nombre d’arbre de la forêt i.

Dans le sous-modèle on déduit que la valeur prédite de Yij est

Ŷij = Y.. = µ̂ =
1

n1 + n2 + n3

∑
i,j

Yij.

Table d’analyse de la variance

Source Somme de carrés Degré de liberté Carré moyen
inter-groupe

∑
i,j(Yi. − Y..)2 I − 1 1

I−1

∑
i,j(Yi. − Y..)2 : = SCMinter

intra-groupe
∑

i,j(Yij − Yi.)2 n− I n−I
I−1

∑
i,j(Yij − Yi.)2 : = SCMintra

totale
∑

i,j(Yij − Y..)2 n− 1 1
n−1

∑
i,j(Yij − Y..)2

D’après un calcul simple on obtient que les moyennes de la hauteur des arbres de trois
forêts sont respectivement 24,75 23,5 et 21,97. Le graphique des résidus en fonction des
valeurs prédites est présenté ci dessous. Les numéros 12, 17 et 18 sont les numéros des
trois individus ayant les valeurs absolues de résidus maximales.
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4.1.2 Test de Fisher

On va tester l’hypothèse suivante.

H0 : le modèle vérifie µ1 = µ2 = µ3 contre H1 : le modèle ne vérifie pas µ1 = µ2 = µ3.

La règle de décision s’écrit

H0 ⇔ F̂ =
SCMinter
SCMintra

≤ F(I−1,n−I),1−α avec α = IP (F(I−1,n−I) > F(I−1,n−I),1−α).

4.1.3 Test de Student

Si on choisit deux populations à comparer, par exemple la 1 et la 2, on déduire un test
de Student de comparaison de ces deux moyennes. L’hypothèse sur laquelle on va tester
est la suivante.

H0 : µ1 = µ2 contre H1 : µ1 6= µ2.

La statistique de test T̂ est définie par

T̂ = |Y1. − Y2.|
(
σ̂2

(
1

n1

+
1

n2

))−1/2

où σ̂2 = 1
n−I

∑
i,j(Yi. − Y..)2. Pour rejeter l’hypothèse H0, il faudra que T̂ > Tn−I,1−α/2 où

Tn−I,1−α/2 est le quantile d’ordre 1− α/2 d’une loi de Student à n− I degrés de liberté.

Sortie d’exemple traité par R

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 24.7500 0.5419 45.672 < 2e-16 ***

foret2 -1.2500 0.8038 -1.555 0.14075

foret3 -2.7786 0.7385 -3.763 0.00188 **

---

Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Residual standard error: 1.327 on 15 degrees of freedom

Multiple R-squared: 0.4877,Adjusted R-squared: 0.4194

F-statistic: 7.14 on 2 and 15 DF, p-value: 0.006627
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4.1.4 Utilisation de variables muettes

La variable muette (aussi connue comme la variable dummy/binaire/d’indicateur) est
une variable qui ne prend que les valeurs 0 ou 1 pour indiquer la présence ou l’absence
de certains effets catégoriques qui ne peuvent être attendus pour déplacer le résultat.
Supposons que la taille d’échantillon est 2 pour chaque forêt. Nous avons

Forêt 1 n1 = 2 23,4 24,4
Forêt 2 n2 = 2 22,5 22,9
Forêt 3 n3 = 2 18,9 21,1

La forme matricielle du modèle (1) est la suivante

Y11

Y12

Y21

Y22

Y31

Y32


=



1 0 0

1 0 0

0 1 0

0 1 0

0 0 1

0 0 1



 µ1

µ2

µ3

+



ε11

ε12

ε21

ε22

ε31

ε32


.

En fait, cela est le modèle de détermination de Y par trois variables explicatives qualita-
tives D1, D2, et D3,

Yi = D1µ1 +D2µ2 +D3µ3 + εi, i = 1, . . . , 6,

où

Dj =

 1

0

si l’observation Yi appartient à la forêt j,

sinon,
j = 1, 2, 3.

4.2 Analyse de la variance à deux facteurs croisés

On compare l’action de deux traitements désinfectants sur des échantillons de racines
de dents de vaches contaminées au préalable par deux sources de germes. La réponse est
le logarithme du nombre moyen de germes restants. Pour chaque combinaison de germe
et traitement nous avons trois réponses. Le tableau des observations est le suivant.
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germe1 : trait1 n11 = 3 2,00 0,94 0,12
germe1 : trait2 n12 = 3 -0,18 0,65 0,40
germe2 : trait1 n21 = 3 -0,40 0,94 1,84
germe2 : trait2 n22 = 3 0,38 -0,14 0,80

Le modèle peut s’écrire

Yijk = θij + εijk, i = 1, 2, j = 1, 2, k = 1, 2, 3.

Pour l’instant, le modèle posé est en fait un modèle d’analyse de la variance à un
facteur : le facteur produit « germe : trait ». Pour apparaître l’interaction entre deux
facteurs, on définit les paramètres suivants,

– µ = θ.. : la moyenne générale,

– αi = θi. − θ.. : l’effet différentiel de la modalité i du premier facteur,

– βj = θ.j − θ.. : l’effet différentiel de la modalité j du deuxième facteur,

– γij = θij − θi. − θ.j + θ.. : l’effet d’interaction entre la modalité i du 1er facteur et la
modalité j du 2ème facteur.

Au final, le modèle précédant se réécrit sous la forme

Yijk = µ+ αi + βj + γij + εijk.

Remarque 14. Lorsque les paramètres d’interaction γij sont nuls pour tous (i, j) ∈
{1, . . . , I} × {1, . . . , J}, le modèle est dit additif. Sinon, on dit que le modèle est avec
interaction.

On parle d’« effets principaux » pour tout ce qui est relatif aux paramètres αi et βj.
On veut tester les différentes hypothèses stipulant la présence ou non d’un des effets
principaux ou de l’interaction. Plus précisément on définit les hypothèses suivantes,

H
(1)
0 : tous les coefficients αi sont nuls,

H
(2)
0 : tous les coefficients βj sont nuls,

H
(3)
0 : tous les coefficients γij sont nuls.

Les statistiques F̂ présentées dans la table suivante sont utilisées pour tester ces hypo-
thèses.

Table d’analyse de la variance
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Source Somme de carrés Degré de liberté F̂

Facteur 1
∑

i,j,k(Yi.. − Y...)2 : = SCE1 I − 1
(n− I · J)

(I − 1)

SCE1
SCR

Facteur 2
∑

i,j,k(Y.j. − Y...)2 : = SCE2 J − 1
(n− I · J)

(J − 1)

SCE2
SCR

Interaction
∑

i,j,k(Yij. − Yi.. − Y.j. + Y...)
2 : = SCI (I − 1)(J − 1)

(n− I · J)

(I − 1)(J − 1)

SCI
SCR

Résiduelle
∑

i,j,k(Yijk − Yij.)2 : = SCR n− I · J

4.3 Tests des résidus estimés

Anomalies des résidus

— Hétéroscédasticité

— Dépendance

— Non-gaussianité

4.3.1 La droite de Henri

La méthode de la droite de Henry donne un critère graphique pour tester l’adéqua-
tion d’une loi de probabilité à un échantillon d’observation. Cette méthode consiste tout
d’abord à ordonner les observations (x1, . . . , xn) par ordre croissant. Notons (y1, . . . , yn)

le résultat de cette opération. Si on trouve une fonction de répartition F pour laquelle
les points (yk, F

−1(k/(n+ 1))) sont approximativement alignés, on peut suspecter que la
vraie loi appartient à la famille de F .
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4.3.2 Tests d’indépendance

On présente dans cette sous-section des tests simples pour examiner l’hypothèse que
les résidus estimés soient des variables aléatoires i.i.d.. Si il sont, notre travail est fini. Si
non, nous devons utiliser la théorie des processus chronologiques pour trouver un modèle
convenable. On commence par présenter deux notions de séries temporelles, « stationna-
rité » et « autocorrélation ».

Soit {Xt} une série temporelle avec IE(X2
t ) <∞. La série {Xt} est dite stationnaire si

IE(Xt) est indépendante de t et Cov (Xt+h, Xt) est indépendante de t pour tous h. Pour
une série stationnaire on peut définir la fonction suivante

ρX(h) =
Cov (Xt+h, Xt)

Var (Xt)
= Cor (Xt+h, Xt).

Cette fonction est appelée la fonction d’autocorrélation de {Xt} à décalage h. La figure ci
dessous présente les fonctions d’autocorrélations ρX(h), h = 1, . . . , 200, d’une série i.i.d.
suivant la loi N (0, 1).

1. Test d’autocorrélation empirique

Pour n grand, les autocorrélations empiriques d’une suite i.i.d. e1, . . . , en ayant la
variance finie sont approximativement i.id. suivant la loi N (0, 1/n). Ainsi, si e1, . . . , en est
une réalisation d’une série i.i.d., environ 95% des autocorrélations empiriques sont entre
deux bornes ±1.96/

√
n. Si nous obtenons plus que 10 valeurs d’autocorrélations en dehors

de ces bornes, nous pouvons rejeter l’hypothèse i.i.d..
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2. Test de portemanteau

Au lieu d’examiner si chaque valeur d’autocorrélation empirique est à l’intérieur des
bornes dans le test précédent, il est possible de considérer la statistique singulière

Q = n

h∑
j=1

ρ̂2(j).

Si e1, . . . , en sont des variables aléatoires i.i.d. de variance finie, alors Q est approxima-
tivement distribuée suivant la loi χ2 à h degré de liberté. Ainsi nous rejetons l’hypothèse
i.i.d. à niveau α si Q > χ2

1−α(h), où χ2
1−α(h) est le quantile d’ordre 1 − α de loi χ2 à h

degré de liberté.

3. Test de point tournant (turning point)

Soit e1, . . . , en une suite des observations, on appelle le point tournant à temps i,
1 < i < n, si ei−1 < ei et ei > ei+1 ou ei−1 > ei et ei < ei+1. Si T est le nombre de
points tournant d’une suite i.i.d. de taille n, alors la probabilité d’avoir un point tournant
à temps i est 2/3. On peut déduire que

IE (T ) =
2(n− 2)

3
et Var (T ) =

16n− 29

90
.

Pour n grand, la statistique T suit approximativement la loi N (IE (T ),Var (T )). C’est-
à-dire qu’on peut rejeter l’hypothèse i.i.d. à niveau α si |T − IE (T )|/

√
Var (T ) > φ1−α/2,

où φ1−α/2 est la quantile d’ordre 1− α/2 d’une loi normale centrée réduite.

4. Test de signe de différence

Pour ce test, nous considérons le nombre S des indices i tels que yi > yi−1, i = 2, . . . , n,
ou autrement dit le nombre d’occurrences des différences yi−yi−1 positives. Pour une suite
i.i.d. il peut démontré que

IE (S) =
n− 1

2
et Var (S) =

n+ 1

12

et pour n grand, S suit approximativement la loi N (IE (S),Var (S)). Nous pouvons donc
rejeter l’hypothèse i.i.d. si |S − IE (S)|/

√
Var (S) > φ1−α/2.
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5. Test de runs (voir TD 5)

4.3.3 Test Durbin-Watson

L’hypothèse contrôlée par le test de Durbin et Watson est celle d’un processus mar-
kovien stable et de premier ordre. Supposons que les résidus satisfont la relation suivante

εt = ρεt−1 + ηt, −1 < ρ < 1,

avec IE(εt) = 0, Var (εt) = σ2, Cov (εt−1, ηt) = 0 pour tous t et Cov (ηs, ηt) = 0 pour tous
s 6= t. Le test de Durbin-Watson nous permet de tester les hypothèses suivantes

H0 : ρ = 0 absence d’autocorrélation d’ordre1,

contre H1 : ρ 6= 0 présence d’autocorrélation d’ordre1.

La statistique de Durbin et Watson est définie par

d̂ =

∑n−1
t=1 (εt+1 − εt)2∑n

t=1 ε
2
t

.

On peut montrer que
d̂ = 2(1− Cor (εt+1, εt)).

Puisque Cor (εt+1, εt) est compris entre −1 et 1, d est donc compris entre 0 et 4. Un d

inférieur à 2 indique une corrélation positive des résidus calculés successifs. Un d supérieur
à 2 indique une corrélation négative des résidus calculés. L’hypothèse H0 ne peut être
acceptée que si d ne s’écarte pas trop à gauche ou à droite de la valeur 2, ce que traduit
la règle de décision suivante

H0 ⇔ LG ≤ d ≤ LD avec α/2 = IP (d < LG) = IP (d > LD).
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